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обре изградената рамка за управление и оценка на риск е доказала в 
исторически план своето ключово място във финансите. Използва-
нето на прецизни модели, които отразяват максимален брой фактори 

и информация, е ключов елемент в постигането на обективна рамка за 
управление на риска с минимални елементи на субективност. При анализа 
на големи масиви от данни откриването на по-трудно забележими зависи-
мости и създаване на риск модели с отличаваща се висока прецизност 
съществена роля в дигиталното съвремие има т.нар. ”машинно самообуче-
ние1”(machine learning). 

В тази връзка обект на изследване в настоящата работа е машин-
ното самообучение на данни. Предмет на изследването е оценяването на 
вероятността от неплатежоспособност2 (PD). Изследователската теза се 
определя, както следва: Посредством прилагането на методи за машинно 
самообучение  при оценяването на вероятността от неплатежоспособност 
може да се постигне допълнителна прецизност.  

Целта на изследването е свързана с апробирането на машинното 
самообучение като инструмент с добавена стойност при управлението на 
кредитния риск. Основна задача на разработката е извеждане на ефекта 
на някои алгоритми за машинно самообучение върху дискриминацион-
ната способност при оценките за вероятност от неплатежоспособност. 

 

  

1. Теоретични основи и преглед на литературните източници 
по темата 

 

1.1. Oбщо разбиране за машинно самообучение (ML) 

 
В множеството достъпни ресурси често се използва следната дефи-

ниция за машинно самообучение (ML): 
 
„Eдна компютърна програма се учи от опит Е по отношение на 

определен клас от задачи T и измерител за коректност P, ако при изпъл-
нението на задачи T, оценено посредством P, се наблюдава подобрение 
при натрупването на исторически опит.” (Mitchell, 1997, p. 2). 

 

                                                            

1 Заб.: В текста да се разбират за еднозначни термините машинно самообучение 
- machine learning (ML) 

2 Заб.: В текста да се разбират за еднозначни термините: вероятността от 
неплатежоспособност - probability of default (PD). 

Д 
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Въпреки че логистичната регресия отговаря на дефиницията по-
горе и в теоретичен аспект попада под обхвата на машинното само-
обучение, изследването разглежда логистичната регресия като алтер-
натива на алгоритмите за машинно самообучение. Тоест, тя се разглежда 
като  представител на вече наложилите се традиционни алгоритми и 
методи за моделиране на вероятността от неплатежоспособност (PD).  
Това разграничение се прави, тъй като в практиката често логистичната 
регресия не бива припознавана и разглеждана като ML алгоритъм. Това 
разделение на автора е предложено и от актуалните регулаторни и 
институционални дискусии в банковия сектор (EBA, 2021).  

 
1.2. Вероятност от неплатежоспособност и нейното място в 
кредитния риск 

  
Според Базелския комитет по банков надзор (BCBS, 2000) кре-

дитният риск е рискът от загуба, произтичаща от неизпълнение на дого-
ворните задължения на кредитополучателя, което води до финансова за-
губа за кредитора. Той включва както потенциала за неизпълнение на 
задълженията, така и потенциала за влошаване на кредитното качество. 
Saunders, A., Cornett, M. (Saunders & Cornett, 2015, p. 288) разбират риска 
от неизпълнение като потенциална загуба в резултат на неспособността 
или нежеланието на кредитополучателя да изплати дългово задължение, 
както е договорено.  

Тези дефиниции наблягат на потенциала за финансови загуби пора-
ди неуспех на кредитополучателите да изпълнят своите задължения за 
изплащане или влошаване на тяхната кредитоспособност. Обичайно и при 
неговото управление, кредитният риск разглежда както  потенциала за 
пълно неизпълнение, така и за частична загуба поради намаляване на 
кредитоспособността на кредитополучателя.  

Като част от рамката за управление на кредитния риск, финан-
совите институции, например, често използват статистически модели и 
методи за оценка на кредитния риск. Най-значимите показатели, които се 
оценяват посредством тези подходи, са PD (Probability of default), LGD 
(Loss given default) и EAD (Exposure at default).  

• Probability of default/Вероятност от неплатежоспособност (PD) – 
един от ключовите показатели в областта на кредитния риск. Представя 
риска определен контрагент (физическо или юридическо лице) да изпадне 
в неплатежоспособност за определен период отвреме. В банковия сектор, 
например, показателят се използва както за вътрешни цели (вземане на 
решение за поемане на кредитен риск, ценообразуване и др.), така и при 
определянето на необходимия капитал за регулаторни цели. 
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• Loss given default/Загуба при неплатежоспособност (LGD) – 
освен вероятността да изпадне в неплатежоспособност, за бизнес орга-
низациите е важно да измерят и загубата при реализирането на този риск 
(изпадане в неплатежоспособност). LGD изразява точно това – % загуба в 
случай на неплатежоспособност. Показателят е повлиян от множество 
фактори, както индивидуални на конкретния контрагент (бизнес модел, 
капиталова структура и др.), така и специфични за сделката (обезпечения, 
условия и т.н.).  

• Exposure at default / Експозиция при неплатежоспособност 
(EAD) – изразява очакваната експозиция на конкретния контрагент към 
момента на настъпване на кредитно събитие (неплатежоспособност). 
Сумата представлява максималната стойност на потенциалната загуба от 
съответния контрагент.  

 
1.3. Преглед на изследванията за машинно самообучение като 
метод за оценка на кредитния риск 

 
В популярната литература, свързана с темата за машинното само-

обучение, съществуват редица проучвания. Сред по-популярните  изслед-
вания, оценяващи кредитния риск, попада разработката на Milojevic, N., 
Redzepagic, S. (Milojevic & Redzepagic, 2020). Те изследват изкуствения 
интелект и машинното самообучение като възможно решение за подоб-
рение на риск мениджмънта в банковия сектор. Авторите заключават, че е 
налице потенциал за положителен ефект от използването на ML, особено 
в следните области от риск мениджмънта: кредитен риск, пазарен риск, 
ликвиден и операционен риск. Изследването подчертава и редица предиз-
викателства и отворени въпроси. Обръща се внимание на възможността за 
бъдещи академични разработки по темата за ML и неговото приложение 
при управлението на риска. Gunasilan, U., Sharma, R. (Gunasilan & Sharma, 
2022) констатират, че машинното обучение в управлението на риска в 
сектора на финансовите услуги все още е недостатъчно проучено. Въп-
реки че има много проучвания за кредитните рискове, на други рискове 
като ликвидни рискове, пазарни рискове и операционни рискове е обър-
нато минимално внимание. Трудът установява, че приложенията за ма-
шинно обучение имат потенциала да разработят по-ефективни модели за 
управление на риска. Освен това емпирично се доказва, че техниките за 
машинно обучение в управлението на риска осигуряват по-добри и по-
точни резултати от традиционните статистически модели. Очертават се и 
някои области, които се нуждаят от допълнително проучване. Например 
документът предлага по-задълбочени последващи проучвания на модели 
за машинно обучение при различните видове банкови рискове. Dowling, 
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M., Aziz, S. (Dowling & Aziz, 2019) изследват как решенията в областта на 
изкуствения интелект (AI) и машинното обучение (ML) (Zarkova, Kostov, 
Angelov, Pavlov, & Zahariev, 2023) трансформират управлението на риска. 
Заключават с оптимистична картина за ролята на изкуствения интелект и 
машинното обучение в управлението на риска, но се отбелязват някои 
практически ограничения, особено около подходящите политики за 
мениджмънт на данни, както и липсата на необходимия набор от умения, 
налични в корпоративния свят. Huang, B., Wei, J., Tang, Y., Liu, C. (Huang, 
Wei, Tang, & Liu, 2021) прилагат няколко ML метода за оценка на 
корпоративния риск. В понятието корпоративен риск авторите разглеждат 
само кредитния риск. Използваните алгоритми от авторския колектив са 
методите на:  случайната гора (Random forest (RF)) (Prodanov, Angelov, & 
Zarkova, 2022), опорните вектори (Support vector machines (SVM)) 
(Zahariev, et al., 2020a), (Zahariev, Angelov, & Zarkova, 2022a) и адаптивно 
подсилване (AdaBoost). Заключението на изследването е, че и трите 
приложени алгоритми за машинно обучение могат ефективно да оценят 
рисковете на предприятието. Shi, S., Tse, R., Luo, W., D’Addiba, S., Pau, G. 
(Shi, 2022) очертават фундаменталната роля на кредитния риск и 
правилната му оценка при съвременните икономики. Авторският състав 
предлага нова методология за класификация на управлявани от машин-
ното обучение алгоритми за кредитен риск. Резултатите от разработката 
показват, че: 1) повечето модели за дълбоко обучение превъзхождат 
традиционните статистически алгоритми при оценката на кредитния риск 
и 2) ансамблови методи („ensemble learning”) осигуряват по-висока точ-
ност в сравнение с единичните модели.  
 Настоящият преглед на литературните източници не изчерпва 
наличната литература по темата, а предоставя теоретична база за послед-
ващи теоретико-емпирични изследвания.  
 
 

2. Описание на данните и използваната методология в 
изследването 

 

2.1. Извадка от данни и ключови обработки 

 
Използваната извадка (Home Credit Group, n.d.) от данни представ-

лява публичната база данни на финансова институция „Home Credit“. 
Всяко наблюдение съдържа информация за кредитоискателя, желания от 
него кредит и променлива, съдържаща два класа за съответния клиент 
(кредитоискател). Тази бинарна променлива показва дали впоследствие 
кредитоискателят е изпаднал в неплатежоспособност (default). Извадката 
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е сравнително популярна поради своята достъпност, голямо количество от 
наблюдения и индикатори. Съдържат се анонимни данни с показатели 
като: възраст, пол, доход, вноски, размер на кредита, трудов стаж, 
притежание на имущество и други. Общият брой наблюдения възлиза на 
307 511 бр. На база първоначално наличните данни са конструирани 
допълнителни индикатори като % на усвояемост по кредитна карта, сума 
на тегления, сума на плащания и други. Финалният брой на характеристи-
ките за клиента и апликацията (независими променливи) възлиза на 288 
бр. В публикуваните данни се съдържат няколко отделни файла с данни. 
Използваните файлове от автора са: “application_train.csv”, “credit_card_ 
balance.csv”,  “POS_CASH_balance.csv”  и “installments_payments.csv”. За-
пазени са наблюденията, при които за една или повече от характеристи-
ките липсва информация. Присвоена е специална категория при наличие 
на липсваща стойност. Важно е да се отбележи, че съществува разно-
образие от методи за тяхното прогнозиране или заместване. Добавената 
стойност от подобен тип подход, както и най-подходящият метод, би 
могло да се разгледат в отделна разработка. Извадката е допълнително 
разделена на т.нар. разработваща (70%) и тестова (30%) извадка от данни. 
Разработващата е използвана в процеса на моделиране, а валидационната 
за оценка и потвърждаване на дискриминационна способност върху 
данни, които не са участвали в процеса по изграждане на модела. Раз-
делението е на случаен принцип, запазвайки съотношението между 
класовете на зависимата променлива. 
 

2.2. Използвани алгоритми и методи за моделиране на PD 

  
В практиката вероятността от неплатежоспособност се разглежда 

като бинарен класификационен проблем. Тоест, налични са две групи 
клиенти и целта на модела е да ги разграничи една от друга, с възможно 
най-висока точност. В контекста на оценката за кредитен риск, вчастност 
риск от неплатежоспособност, разделението на двете групи се дефинира, 
както следва:  

• клас 0 – клиенти, при които не е настъпвало събитие на непла-
тежоспособност за определения времеви хоризонт (обичайно 1 година); 

• клас 1 – клиенти, при които е настъпвало събитие на непла-
тежоспособност за определения времеви хоризонт (обичайно 1 година). 

 
 В банковия сектор инструментите за оценка на риска от непла-
тежоспособност за физически лица често са наричани скоринг модели, а 
при сегмента на юридическите лица – рейтинг модели. Налични са и други 
характерни различия между двете категории модели, но предметът на 
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настоящото изследване не предполага техния по-задълбочен преглед и 
синтез.  

Използваните алгоритми за моделиране на PD като оценка за 
кредитен риск са логистична регресия (Logistic regression), класифика-
ционно и регресионно дърво (Classification And Regression Tree), метод на 
екстремното градиентно подсилване (Extreme Gradient Boosting) и 
методът на градиентно подсилване (Gradient Boosting). Обектът и обхва-
тът на настоящото изследване не предполагат детайлен преглед на допус-
канията и спецификите при различните ML алгоритми, вкл. логистичната 
регресия. Следва да се подчертае, че и двете групи модели (традиционни 
модели и алгоритми за машинно самообучение) не изчерпват подходя-
щите и текущо прилагани методи за предиктивни класификационни 
проблеми. 

  

2.2.1. Традиционни алгоритми и методи 

 

• логистична регресия (Logistic regression) – инструментът е 
много добре познат в теорията и традиционно използван метод в 
практиката. В настоящото изследване се прилага логистична регресия от 
биномен вид, тоест зависимата променлива има два класа. Линейният 
израз на регресионния алгоритъм е, както следва (Park, 2013): 

 𝑙𝑙𝑙𝑙𝑙𝑙𝑙𝑙𝑙𝑙(𝑦𝑦) = ln � 𝑝𝑝1−𝑝𝑝 � = 𝛼𝛼 + 𝛽𝛽1𝑋𝑋1 + 𝛽𝛽𝑘𝑘𝑋𝑋𝑘𝑘  (1) 

 
• WoE трансформация и стандартизация 

 Изграждането на модел чрез логистична регресия (1) е извършено 
посредством подхода на групиране при независимите променливи и т.нар. 
WoE (Weight of evidence) трансформация, вкл. изчисляване на индикатора 
IV (information value) (Siddiqi, 2006, pp. 77-81). Този подход е много широ-
ко прилаган и утвърден в практиката. Сред основните предимства на 
подхода са лесна интерпретация, проследяване за монотонна и логична 
връзка между трансформираните независими променливи и кредитния 
риск. Подходът спомага и при избора на финалната архитектура от неза-
висими променливи в регресионното уравнение и други.  
 

2.2.2. Machine learning алгоритми 

 

• стандартизация – приложен е т.нар. метод на ”стандартизация” 
на отделните характеристики от извадката. Методът е честа практика в 
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машинното самообучение3. Методът на стандартизация е широко 
използван и прилаган в практиката и литературата, а използваният в 
настоящото изследване метод е т.нар. ”z-score” (Aksu & Güzeller, 2019): 

 𝑧𝑧𝑖𝑖,𝑗𝑗  =  (𝑥𝑥𝑖𝑖  − 𝑢𝑢𝑖𝑖) / 𝑠𝑠𝑖𝑖  (2) 𝑧𝑧𝑖𝑖,𝑗𝑗 = стойност на наблюдение j, променлива i; 𝑢𝑢𝑖𝑖 = средна стойност, променлива i; 𝑠𝑠𝑖𝑖 = стандартно отклонение, променлива i. 
 

• хиперпараметри – в машинното самообучение има т. нар. хипер-
параметри. Това са настройки на конкретния алгоритъм, които не сe 
“научават” от самите данни и които определят поведението и колко 
сложна да бъде архитектурата на модела. Тоест, дори при използването на 
един и същи алгоритъм (напр. XGBoost) e съвсем нормално при различни 
извадки от данни да има различна архитектура и сложност на финалния 
модел. До финалните стойности на хиперпараметрите се достига 
посредством процес по търсене на техните най-оптимални такива. Това е 
съществена и ключова стъпка от цялостния процес по прилагане на ML 
алгоритми. В най-общ смисъл правилото е да се избере тази комбинация 
от стойности на настройките, която води до най-добри финални резултати. 
Съществуват различни подходи за търсене на оптималните стойности 
(grid search, random search и други). В настоящата разработка е използван 
т. нар. random search подход. 

• Алгоритъм на класификационно и регресионно дърво 
(Classification And Regression Tree, CART) – термин, използван от (Leo & 
Friedman, 1984), който на практика представлява т. нар. “дърво на реше-
нията“ (decision tree). Инструментът представя различните последствия 
(резултати) от различни сценарии и варианти на развитие. В контекста на 
моделирането тези сценарии се дефинират посредством разделяне на 
извадката от данни на база стойностите на показателите вътре в нея. 
Нивата и броят на деления, базирани върху данните се извършват пос-
редством минимализирането на разликата между резултатите от ”дървото 
на решения” и реалните данни.  
 
 CART е добре познат в литературата и практиката и е основа, върху 
която са изградени едни от най-модерните и важни ML алгоритми, 
например: RF, XGBoost, GB и други. 

• алгоритъм на градиентното подсилване (Gradient Boosting, GB) 
– в резюме, алгоритъмът наподобява изключително много XGBoost и 
                                                            

3 Виж повече (Aksu & Güzeller, 2019). 
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също принадлежи към семейството на ”ensemble learning” алгоритмите. 
XGBoost е оптимизиран откъм бързодействие на процеса по оптимизация 
на хиперпараметрите, които в по-голямата си част са едни и същи при 
двата алгоритъма. Освен разликата в ефективността на оптимизация при 
хиперпараметрите, GBC няма вградени методи за т. нар. регуляризация4. 

• алгоритъм на екстремното градиентно подсилване (Extreme 
Gradient Boosting, XGBoost) ,(Chen & Guestrin, 2016) –  eдин от най-
мощните и широко използвани ML алгоритми днес. Методът принадлежи 
към семейството на т.нар. ”ensemble learning” алгоритми. Тази група алго-
ритми се нарича така, защото в архитектурата си комбинира множество 
по-слаби индивидиуални модели (често това е алгоритъмът “дърво на 
решенията“). Посредством итеративно добавяне на по-слаби модели, от 
своя страна, се нарича ”gradient boosting”. Популярността на алгоритъма 
се дължи основно на неговата ефективност и ефикасност в най-различни 
сфери от реалния свят. Алгоритъмът може да бъде прилаган както за 
задачи, изискващи регресия, така и такива от класификационен характер, 
какъвто е PD оценката.  
 

2.3. Оценка на дискриминационната способност (Somers’D/ 
AUC)  

  
В статистическия анализ тази характеристика се използва, за да 

измери доколко моделът успява да разграничи различните групи клиенти 
посредством своята оценка. Скоринг моделите са подходящ пример, 
защото същите се опитват да ранкират коректно отделните клиенти спря-
мо техния риск от неплатежоспособност. Идеалният модел би разпределил 
така клиентите, че да е възможно посредством оценката от модела да се 
отделят всички клиенти, които изпадат в неплатежоспособност от 
останалите. 

Важно е да се отбележи, че в реалния свят и практиката наблюда-
ваните данни са “небалансирани” (единият от двата класа е по-често 
срещан в извадката или популацията). От своя страна това налага използ-
ването на подходяща метрика, която да оцени правилно коректността на 
изградения инструмент за PD оценка. 

Somers’ D е асиметрична мярка за връзката между две променливи, 
която играе централна роля като параметър за ранг или „непараметрич-
ните“ статистически методи. При независима променлива X и зависима 𝑌𝑌, 
може да се калкулира оценка 𝑑𝑑𝑌𝑌/𝑋𝑋,която представлява мярка за ефекта на 

                                                            

4 Методи за избягване на т. нар. overfitting. Виж повече за 1 (Lasso) и L2 (Ridge) 
подходи за регуляризация. 
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𝑋𝑋 върху 𝑌𝑌.  Тоест,  𝑑𝑑𝑌𝑌/𝑋𝑋 може да се използва като индикатор, доколко 
успешно X предсказва 𝑌𝑌. Калкулацията му се извършва посредством 
сортиране на двете променливи (𝑋𝑋 и 𝑌𝑌) и съгласно следния израз (Göktaş 
& Öznur, 2011, p. 26): 𝑑𝑑𝑌𝑌/𝑋𝑋 =

𝑃𝑃−𝑄𝑄𝐷𝐷𝑟𝑟    (3) 𝑃𝑃 = ∑ 𝑓𝑓𝑖𝑖𝑗𝑗𝐶𝐶𝑖𝑖𝑗𝑗𝑖𝑖,𝑗𝑗 = Вероятността случайно избрана двойка наблюдения да 
имат еднозначна подредба. 𝑄𝑄 = ∑ 𝑓𝑓𝑖𝑖𝑗𝑗𝐷𝐷𝑖𝑖𝑗𝑗𝑖𝑖,𝑗𝑗 =Вероятността случайно избрана двойка наблюдения да 
имат противоположна подредба. 𝐶𝐶𝑖𝑖𝑗𝑗 =  ∑ ∑ 𝑓𝑓𝑘𝑘𝑘𝑘𝑘𝑘>𝑗𝑗𝑘𝑘>𝑖𝑖 + ∑ ∑ 𝑓𝑓𝑘𝑘𝑘𝑘𝑘𝑘<𝑗𝑗𝑘𝑘<𝑖𝑖 =Общ брой съгласувани (concordant) 
двойки. 𝐷𝐷𝑖𝑖𝑗𝑗 =  ∑ ∑ 𝑓𝑓𝑘𝑘𝑘𝑘𝑘𝑘<𝑗𝑗𝑘𝑘>𝑖𝑖 + ∑ ∑ 𝑓𝑓𝑘𝑘𝑘𝑘𝑘𝑘>𝑗𝑗𝑘𝑘<𝑖𝑖 =Общ брой несъгласувани (discordant) 
двойки. 𝑓𝑓𝑖𝑖𝑗𝑗 =общ брой наблюдения при ред 𝑙𝑙 и колона 𝑗𝑗 от таблица 𝐷𝐷𝑟𝑟 =  𝑊𝑊2 − ∑ 𝑟𝑟𝑗𝑗2𝐶𝐶𝑗𝑗=1   𝑟𝑟𝑗𝑗 = общ брой от честотното разпределие за ред j на двойно 
сортираната cross таблица 𝑊𝑊 = ∑ 𝑐𝑐𝑗𝑗 =𝐶𝐶𝑗𝑗=1 ∑ 𝑟𝑟𝑖𝑖𝑅𝑅𝑖𝑖=1 = общо наблюдения в извадката 
  

Стойността на Somers’D e в интервала от -1 до 1. Стойност от -1 
означава 100% негативна връзка, а 1 означава 100% положителна връзка 
между независима и зависима променлива. Стойност от 0 означава, че 
липсва връзка (Göktaş & Öznur, 2011, p. 26). 

Настоящата разработка ще използва именно Somers’D коефи-
циента като основна метрика за дискриминационната способност. Често в 
литературата и практиката се използва и т.нар.  AUC (Area under the curve), 
чиято връзка със Somers’D е, както следва (ECB, 2019, p. 68): 

 𝐴𝐴𝐴𝐴𝐶𝐶 = (𝑑𝑑𝑌𝑌/𝑋𝑋 + 1)/2  (4) 
 
 При различните типове модели изискваното и очаквано мини-
мално ниво на дискриминационна способност е различно. Предвид това, 
че в настоящата разработка акцентът ще бъде основно върху това, дали и 
с колко ML методите допринасят за по-висока дискриминационна 
способност, ще разглеждаме изменението на показателя спрямо традици-
онните алгоритми (логистична регресия). 
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3. Обобщение и анализ на резултатите  

  
В резултат на извършеното апробиране Таблица 1 представя 

сравнителна таблица на оценката за дискриминационна способност между 
всички приложени алгоритми: 
 
Таблица 1.  

Дискриминационна способност (тестова извадка) 
Алгоритъм AUC Somers’D 

Logistic regression 0.66 0.33 
CART 0.67 0.33 
GB 0.74 0.49 
XGBoost 0.77 0.54 

Източник: Изчисления на автора. 
 

Резултатите показват, че при тази извадка приложените ML алго-
ритми превъзхождат логистичната регресия по отношение на дискримина-
ционната способност. Добавената стойност в дискриминационната спо-
собност е съществена, особено при алгоритъма с най-добри резултати (+ 
0.21 Somers’D спрямо логистичната регресия). 

За да се изрази добавената стойност през призмата на финансовите 
резултати за една компания, се проследява изменението в т. нар. грешки 
от първи род (type I errors/false positives) и грешки от втори род (type II 
errors/false negatives). В контекста на настоящото изследване грешките от 
първи род изразяват броя наблюдения (клиенти), които са в редовност, но 
”маркирани” от модела като такива в нередовност клиенти. От своя страна 
грешките от втори род изразяват броя клиенти в неизпълнение, които 
моделът идентифицира  като редовни. В практиката е възможно да се 
придава различна тежест и значимост на двата типа грешки в зависимост 
от бизнес спецификите. При анализа на резултатите е присвоено еднакво 
тегло. Данните от тестовата извадка са налични в Таблица 2.  

От резултатите в Таблица 2, прави впечатление, че XGBoost доп-
ринася в подобрение и при двата типа грешки. Тоест, спрямо традици-
онните алгоритми, прилагането на този алгоритъм ще позволи на една 
бизнес организацията да:  

- наблюдава по-малко кредитни загуби (по-нисък брой false 
negatives); 

- реализира по-голям обем бизнес взаимоотношения (по-нисък 
брой false positives). 
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Таблица 2.  
Грешки от първи и втори род (тестова извадка)5 

Алгоритъм false positives false negatives 

Logistic regression 17 425 4 314 
CART 11 871 4 851 
GB 10 125 4 327 
XGBoost 9 613 4 230 

Източник: Изчисления на автора. 
 
Подчертава се, че изведените резултати и изводи са валидни само 

за използваната извадка от данни и е възможно да не бъдат потвърдени 
върху други извадки.  

 
 
Заключение 

 
В заключение на така извършеното проучване изследването под-

чертава значението и добавената стойност на ML техниките при оценката 
на вероятността от неплатежоспособност. По отношение на дискрими-
национната способност резултатите свидетелстват за превъзходство на 
тези решения спрямо традиционно установените. На база анализ данните 
от т.нар. матрица на грешките (confusion matrix) се идентифицира потен-
циал за подобрение в коректното разпознаване и при двата класа. За 
отделните бизнес организации с експозиция към кредитен риск това, от 
своя страна, би могло да допринесе до по-малко кредитни загуби, при по-
голям обем от бизнес операции. 

Резултатите и изследването акцентират върху допълнителната 
дискриминационна способност, но са налице съществени и множество 
други аспекти от прилагането на ML за оценка на кредитния риск. Тези 
аспекти могат да бъдат групирани като възможности и предизвикателства. 
Тъй като настоящата статия се фокусира само върху дискриминационната 
способност, може да се заяви, че са налични множество възможности и 
потребности за допълнителни изследвания за ролята, значимостта и 
предизвикателства пред ML като инструмент за оценка на риска. Акцен-
тира се върху това, че резултатите се базират на конкретно използваната 
извадка и би могло да се извърши допълнително изследване относно ефек-
та от използване на алгоритми за машинно самообучение при различни 
извадки от данни. 
                                                            

5 Поместеният брой на false positives / false negatives са извлечени от точката на 
ROC кривата с най-добро съотношение между % на false positives / false negatives, за 
съответния модел.  
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